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1 はじめに

本論文では, 語義曖昧性解消（Word Sense Disam-
biguation, WSD）の教師なし領域適応をタスクに設
定し，新納ら [7]によって提案されたベイズ規則を用
いて推定した確率密度比を重みとした重み付け学習が

SVMでも機能するどうかを調べることを目的として
いる．分類器に SVMを利用した時に，WSDの領域適
応の問題をソース領域の訓練データに対して事例ごと

に重みを付ける重み付け学習を利用して解決していく．

自然言語処理の多くのタスクでは，訓練データとテ

ストデータのコーパスが属する領域が異なる領域適応

の問題が生じている．領域が異なる場合，訓練データ

から得られた学習規則がテストデータに上手く適応で

きない問題が出てくる．このような領域適応の問題を

解決する手法は，大きく分けて事例ベースと素性ベー

スの手法が存在する．素性ベースの手法では，ソース

領域の素性空間をターゲット領域に合うように拡張す

る [1][2]．事例ベースの手法では，訓練事例に対して
重み付け学習を行う．本論文では，事例ベースの手法

を用いる．

事例ベースの手法ではソース領域とターゲット領域

の間に共変量シフト [6]を仮定することが多い．事例を
x，クラスを cとしたとき，領域適応は PT (c|x) を求
めることで解決できる．共変量シフトでは PS(c|x) =
PT (c|x) だが PS(x) ̸= PT (x) と問題を仮定する．こ
れはある領域で出現した事例が他の領域で出現して

も，その事例が示す意味は変わらないとすることを意

味する．自然言語処理のタスクでは，これは通常は成

立している仮定である．共変量シフト下ではxの確率

密度比 w(x) = PT (x)/PS(x) を重みとして，重み付
き対数尤度を最大化するパラメータを求めて PT (c|x)
を構築するアプローチが取られる．確率密度比 w(x)
の算出手法は，PT (x) と PS(x) をそれぞれモデル化

してその比を取る方法と，w(x) を直接モデル化する
方法が存在する．前者の研究として新納らによって行

われたベイズ規則を用いて確率密度比を算出する手法

が挙げられる [7]．新納らは，PT (x) と PS(x) をベイ
ズ規則を用いて求め，その比を確率密度比として用い

ている．また先の論文では，WSDにおいて推定され
る確率密度比の値が低くなってしまう問題に対して，

PS(x) を求める際に，ソース領域とターゲット領域の
データを合わせたものを新たなソース領域のデータ S

とみなすアプローチをとっている．本論文では，この

手法が重み付き SVMで上手く機能するかを調べるこ
ととする．

実験には現代書き言葉均衡コーパス（Balanced Cor-
pus of Contemporary Written Japanese, BCCWJ[4]）
における 3つの領域である Yahoo!知恵袋（OC），書
籍（PB），新聞（PN）を利用する．SemEval-2の日
本語WSDタスクでは，これらのコーパスの一部に語
義タグを付けたデータが公開されており，そのデータ

を使う．すべての領域適応である程度頻度のある多義

語 16単語を対象として，WSDの領域適応を行う．領
域適応の種類は，3C2の 6通りである．つまり，16×6
より合計 96通りの実験を行う．その結果，ベイズ規
則によって算出した確率密度比を重みとした重み付き

SVMの効果を確認することができた．

2 共変量シフト下における領域適応

対象単語wの語義の集合をC，またwの用例x内の

wの語義を cと識別した時の損失関数を l(x, c, d)で表
す．dは wの語義を識別する分類器である．PT (x, c)
をターゲット領域上の分布とすれば，本タスクにおけ

る損失関数 L0 は以下で表すことができる．
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L0 =
∑
x,c

l(x, c, d)PT (x, c)

また PS(x, c) をソース領域上の分布とすると以下が
成立する．

L0 =
∑
x,c

l(x, c, d)
PT (x, c)
PS(x, c)

PS(x, c)

ここで共変量シフトの仮定から，

PT (x, c)
PS(x, c)

=
PT (x)PT (c|x)
PS(x)PS(c|x)

=
PT (x)
PS(x)

となり，w(x) = PT (x)/PS(x) とおくと以下が成立
する．

L0 =
∑
x,c

w(x)l(x, c, d)

訓練データを D = {(xi, ci)}N
i=1 とし，PS(x, c) を経

験分布で近似すれば，

L0 ≈ 1
N

N∑
i=1

w(xi)l(xi, ci, d)

となる．期待損失最小化の観点から考えると，共変量

シフトの問題は以下の式 L1 を最小化する d を求めれ

ばよい．

L1 =
N∑

i=1

w(xi)l(xi, ci, d) (1)

ここで分類器として d として以下の事後確率最大化

推定に基づく識別を考えていく．

d(x) = arg max
c

PT (c|x)

また損失関数として対数損失 − log PT (c|x) を用いれ
ば，式 (1)は以下となる．

L1 = −
N∑

i=1

w(xi) log PT (ci|xi)

つまり，分類問題の解決に PT (c|x,λ) のモデルを導
入するアプローチをとる場合，共変量シフトの仮定の

下では確率密度比を重みとした以下に示す重み付き対

数尤度 L(λ) を最大化するパラメータ λ を求める形と

なる．

L(λ) =
N∑

i=1

w(xi) log PT (ci|xi, λ)

3 確率密度比の算出

確率密度比 w(x) = PT (x)/PS(x) の算出の手法は
大きく 2つに分類できる．1つはPT (x)とPS(x)をそ
れぞれ推定してその比を取る方法，もう 1つは w(x)
を直接モデル化する方法である [3]．ここでは前者の
手法として論文 [7]で提案された手法を利用する．

3.1 ベイズ規則による算出

対象単語wの用例xの素性リストを{f1, f2, · · · , fn}
とする．求めたいのは領域R ∈ {S, T} 上の x の分布

PR(x) である．ここで Naive Bayes で使われるモデ
ルを用いている．Naive Bayesのモデルでは以下を仮
定する．

PR(x) =
n∏

i=1

PR(fi)

領域 Rのコーパス内の wの全ての用例について素

性リストを作成する．ここで用例数を N(R) ，全て
の用例中で素性 fi が現れた用例数を n(R, fi) とおく．
MAP推定でスムージングを行い，PR(fi) を以下で定
義する．

PR(fi) =
n(R, fi) + 1
N(R) + 2

以上より，ソース領域 S の用例 x に対して，確率

密度比 w(x) = PT (x)/PS(x) を計算する．

w(x) =
PT (x)
PS(x)

=
n∏

i=1

(
n(T, fi) + 1
N(T ) + 2

· N(S) + 2
n(S, fi) + 1

)

3.2 PS(x)の補正

WSDのタスクでは算出される確率密度比が小さい
値を取る傾向があり，実際に重みとして適用する際に

は多少上方修正した値を採用したほうが識別結果が改

善されることが多い．この理由には，S には x が必ず

入っているが T に入っているかは確率的であること

と，PS(x) を推定する際に x ∈ S を用いるため，訓

練データに過学習した結果 PS(x) が PT (x) に比べて
高く見積もられてしまうことの 2点が考えられる．
このため，新納らは確率密度比を上方修正するため

に，ソース領域とターゲット領域のデータを合わせた
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ものを新たなソース領域のデータとみなしてベイズ規

則によって PS(x)を補正している．この手法は，確率
密度 PS(x)が真の値よりも低く見積もられる原因が
S のスパース性からくるものだと考え，そのスパース

性を S にデータを加えることで解消する手法である．

ただしこのとき，追加するデータは S と似ているデー

タが望ましいとされる．この点は，WSDのタスクで
は扱う領域は類似してることがほとんどであるため満

たされるとしている．

つまり，新たなソース領域のデータを S +T で表す

とすると，PS+T (x) を以下のベイズ規則を利用した
式で算出することとなる．

PS+T (fi) =
n(S + T, fi) + 1
N(S + T ) + 2

=
n(S, fi) + n(T, fi) + 1

N(S) + N(T ) + 2

上記の PS+T (fi) を利用して，w(x) を新たに以下で
定義する．

w(x) =
PT (x)

PS+T (x)

=
n∏

i=1

(
n(T, fi) + 1
N(T ) + 2

· N(S) + N(T ) + 2
n(S, fi) + n(T, fi) + 1

)

4 SVMによる重み付け学習

共変量シフト下の学習では確率密度比を重みとした

重み付き学習を行う．通常はロジスティック回帰や最

大エントロピー法が用いられるが，損失関数ベースの

手法であれば重み付け学習を行うことができる．

ここでは，不均衡データに対する SVMの手法 [5]を
利用する．訓練データを {(xi, yi)}N

i=1 (xi ∈ Rd, yi ∈
{1,−1})とするとき，SVMは通常，以下の式からパ
ラメータw, b, ζ を求めて識別器を学習する．

min
w,b,ζ

{
1
2
wT w + C

N∑
i=1

ζi

}

ここで

yi

(
wT ϕ(xi) + b

)
≥ 1 − ζi, ζi ≥ 0

である．上記の式で xi に対して C の代わりとして

w(xi)C を用いることで，重み付き学習が可能となる．

5 実験

実験には BCCWJコーパスの Yahoo!知恵袋 (OC),
書籍 (PB), 新聞 (PN)を異なる領域として使用する．
SemEval-2の日本語WSDタスクでは，これらの領域
のコーパスの一部に語義タグを付けたデータを公開し

ており，そのデータを利用する．この 3つの領域から
ある程度頻度のある多義語 16単語をWSDの対象単
語に設定する．領域適応の種類は，OC→PB，OC→
PN，PB→ OC，PB→ PN，PN→ OC，PN→ PB
の 6種類である．
本実験では 8種類の素性を利用している．(e0)wの

表記，(e1)wの品詞，(e2)w(−1)の表記，(e3)w(−1)の

品詞，(e4)w(1) の表記，(e5)w(1) の品詞，(e6)wの前
後 3単語までの自立語の表記，(e7)e6の分類語彙表の
番号の 4桁と 5桁．ここでは対象単語の直前の単語を
w(−1)，直後の単語を w(1) で表している．

ここで，対象単語wに関するソース領域 Sからター

ゲット領域 T への領域適応の実験について説明する．

分類器の学習には SVMを用いる．その際，重みとし
て与える確率密度比の算出方法により比較する手法を

分類する．Baseは重みを考慮しない（重みを１で固
定）手法，NBはベイズ規則による重みを付けた手法，
NB(S+T)はソース領域とターゲット領域を合わせた
データを新たなソース領域のデータとしてベイズ規則

により確率密度比を算出し重み付けする手法とする．

学習した分類器によりwに対する正解率を求める．16
種類の対象単語 w1, w2, · · · , w16 に対する正解率の平

均をソース領域からターゲット領域に対する各手法の

正解率とする．つまり，各手法に対して 6種類の領域
適応の正解率が求まることとなる．それらの平均を各

手法の平均正解率とする．また本論文では分類器の学

習に scikit-learnで提供されている SVM1を利用した．

カーネルは線形カーネルを利用した．結果を表 1 に
示す．

結果から分かるように，算出した確率密度比を用い

た SVMでの重み付け学習の効果が確認できた．平均
正解率は NB(S+T)が一番良い値を示している．NB
の場合，Baseの平均正解率よりも下がってしまって
いる．単純にベイズ規則により確率密度比を算出し，

それを重みとして SVMでの学習に適用しただけでは
効果がないことが分かる．

1http://scikit-learn.org/stable/modules/svm.html
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表 1: 実験結果
OC→ PB OC→ PN PB→ OC PB→ PN PN→ OC PN→ PB 平均正解率

Base 0.7172 0.7006 0.7008 0.7173 0.7123 0.7174 0.7109

NB 0.7039 0.6900 0.6893 0.7128 0.7022 0.6928 0.6985

NB(S+T) 0.7175 0.7026 0.7025 0.7198 0.7221 0.7253 0.7150

6 考察

論文 [7]では，PS(x) を下方修正し，確率密度比を
上方修正する手法であった．ここで，PT (x) の推定時
に補正をかけることで確率密度比の上方修正を試みて

みる．PT (x) を補正する式を以下の式 2に示す．

PT (fi) =
n(T, fi) + 2
N(T ) + 4

(2)

ここでは，スムージングの値を PS(x) よりも高くす
ることで PT (x)の補正を行っている．T-NBはNBに
おける PT (x) を補正して推定した確率密度比を重み
として適用する手法，T-NB(S+T)は NB(S+T)にお
ける PT (x) を補正して推定した確率密度比を重みと
して適用する手法である．結果を表 2に示す．

表 2: PT (x)を補正した結果
平均正解率

Base 0.7109

NB 0.6985

NB(S+T) 0.7150

T-NB 0.7123

T-NB(S+T) 0.7110

実験結果から PS(x) に補正をかけた NB(S+T)よ
りも平均正解率が向上することはなかった．ソース領

域とターゲット領域の両方の確率密度に補正をかけた

場合，その平均正解率は Baseの値とほぼ変わらない．
しかし，NB(S+T)の次に良い精度を示しているのは
T-NBである．どちらも Baseの平均正解率よりも良
い値を示している．つまり，PS(x)もしくはPT (x)の
どちらか一方を補正することで精度の向上が見込める

ことがいえる．

7 おわりに

本論文では，語義曖昧性解消の教師なし領域適応の

問題に対して，共変量シフトの学習を試みた．確率密度

比 w(x) = PT (x)/PS(x) の算出に，PS(x) と PT (x)
をそれぞれベイズ規則を用いて推定し、その比を取る

手法を採用した．またソース領域とターゲット領域の

データを合わせたものを新たなソース領域のデータと

して用いることで値の上方修正を図る手法により確率

密度比を求め，算出された確率密度比を SVMに重み
として適用した際の効果を示した．

また考察において，PT (x) の補正に関してスムージ
ングの値を PS(x) よりも高くすること利用して試み
たが，効果はなかった．しかし，ベースとなる平均正

解率よりも良い精度を示していることから PS(x) も
しくは PT (x) のどちらかを適当に補正することがで
きればある程度の効果を得られることが分かった．今

後は，より適切に確率密度比を補正するための手法を

考案することが課題となってくる．
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